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Аннотация

Методы компьютерного зрения на основе машинного обучения активно раз-
виваются в наши дни. Многие задачи, связанные с поиском определенных
фрагментов на изображении, которые раньше решались привычными алго-
ритмами, благодаря машинному обучению выходят на новый по качеству
уровень точности. Важным является и развитие вычислительных мощно-
стей устройств, на которых решаются данные задачи – сейчас достаточно
производительности смартфона, чтобы обрабатывать видео с камеры в ре-
жиме реального времени, улавливая расположение объектов и рисуя при
этом на экране фрагменты дополненной реальности.

Довольно много разработок уходят именно в эту сторону, в то время как
перед нашей командой была поставлена задача обучить нейронную сеть
искать области выделения текста на изображениях, получаемых с видео-
ряда. В данной работе рассматривается полученный результат и сравнение
с ранее созданным алгоритмическим решением данной задачи.



Оглавление

1 Введение 3
1.1 Предпосылки . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.2 Проблемная область . . . . . . . . . . . . . . . . . . . . . . . 5
1.3 Описание системы . . . . . . . . . . . . . . . . . . . . . . . . 6
1.4 Назначение и применение . . . . . . . . . . . . . . . . . . . . 7
1.5 Аналогичные работы . . . . . . . . . . . . . . . . . . . . . . . 8

2 Постановка задачи 9
2.1 Общие требования . . . . . . . . . . . . . . . . . . . . . . . . 9
2.2 Требования к модулю . . . . . . . . . . . . . . . . . . . . . . 9
2.3 Требования к тестовой выборке . . . . . . . . . . . . . . . . . 10
2.4 Требования к производительности и точности распознавания 10

3 Теория 11
3.1 Сверточные сети . . . . . . . . . . . . . . . . . . . . . . . . . 11
3.2 Слои сверточных сетей . . . . . . . . . . . . . . . . . . . . . 12
3.3 Структура сверточного слоя . . . . . . . . . . . . . . . . . . 14
3.4 Принцип локальности . . . . . . . . . . . . . . . . . . . . . . 15
3.5 Общие параметры в сверточных слоях . . . . . . . . . . . . . 16
3.6 Обратное распространение ошибки в сверточных слоях . . . 17
3.7 Разреженные свертки . . . . . . . . . . . . . . . . . . . . . . 18
3.8 Пулинг слой . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
3.9 Полносвязный слой . . . . . . . . . . . . . . . . . . . . . . . . 19

4 Сбор тестовых данных 20

1



4.1 Тестовые данные . . . . . . . . . . . . . . . . . . . . . . . . . 20
4.2 Алгоритм автоматизатора . . . . . . . . . . . . . . . . . . . . 23
4.3 Алгоритм математической морфологии . . . . . . . . . . . . 24
4.4 Поиск и заливка полигонов на изображении . . . . . . . . . 25
4.5 Финальный алгоритм . . . . . . . . . . . . . . . . . . . . . . 25

5 Обучение модуля распознавания 27
5.1 Метрики валидации . . . . . . . . . . . . . . . . . . . . . . . 27
5.2 Функция ошибки . . . . . . . . . . . . . . . . . . . . . . . . . 29
5.3 Батч-нормализация . . . . . . . . . . . . . . . . . . . . . . . 30
5.4 Используемое оборудование . . . . . . . . . . . . . . . . . . . 32

6 Оптимизация модуля распознавания 33
6.1 Предпосылки . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
6.2 Портирование на iOS . . . . . . . . . . . . . . . . . . . . . . . 33
6.3 Представление модели . . . . . . . . . . . . . . . . . . . . . . 34
6.4 Оптимизация запуска Tensorflow на iOS . . . . . . . . . . . . 35

7 Сравнение различных архитектур нейросетей 36
7.1 Изначальные архитектуры . . . . . . . . . . . . . . . . . . . 36
7.2 Архитектура типа ResNet . . . . . . . . . . . . . . . . . . . . 37
7.3 Сети DenseNet и FractalNet . . . . . . . . . . . . . . . . . . . 38
7.4 Сети типа Inception . . . . . . . . . . . . . . . . . . . . . . . 39
7.5 Depthwise сети . . . . . . . . . . . . . . . . . . . . . . . . . . 40

8 Измерение производительности и энергопотребления 41
8.1 Измерение производительности . . . . . . . . . . . . . . . . . 41
8.2 Измерение энергопотребления . . . . . . . . . . . . . . . . . 44

9 Заключение 45
9.1 Выводы . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
9.2 Планы на дальнейшую работу . . . . . . . . . . . . . . . . . 46

2



Глава 1

Введение

1.1 Предпосылки

Развивающийся рынок смартфонов и других типов портативных устройств
привел к тому, что с каждым годом гаджеты становятся ближе по вычис-
лительной мощности к персональным компьютерам. Аналитики уже про-
гнозируют рост числа людей, не имеющих доступа к ПК, но владеющих
смартфонами [1], которые являются для них, по сути, единственной точкой
выхода в сеть Интернет. Но пока всё находится лишь на промежуточном
этапе – для серьёзной замены рынка ПК у смартфонов есть множество
ограничений. Самое серьезное из них - разность платформ. Так, платфор-
мы, десятилетиями развивающиеся на ПК (такие, как операционные систе-
мы Microsoft, Linux, Apple), пришли к тому, что вокруг них образовались
свои экосистемы. Эти экосистемы играют важную роль в повседневной
жизни, потому что они создавались именного для того, чтобы упростить
привычные рутинные взаимодействия – например, работа в офисе подразу-
мевает собой не только наличие ПК, но и целого ряда софта к нему, причем
свой набор способен собрать для себя каждый специалист. Переносимые
устройства также образуют вокруг себя такую экосистему, но она решает
другие задачи – обеспечить портативность, не претендуя на серьезные ра-
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бочие инструменты. Для того, чтобы сгладить эту грань, производители
софта придумали новый тип программ – для управления удаленной сес-
сии рабочего стола ПК через смартфоны. Этот софт по своему принципу
напоминает виртуальные машины, только его реализация основана не на
использовании вычислительных мощностей хостовой машины, для того,
чтобы запустить гостевую (и здесь замечается стремление стереть грань
между разными экосистемами, но относящихся к одному типу) систему на
ней, а на обеспечении доступа к интерфейсу хостовой машины. Известные
программы на рынке – TeamViewer, Parallels Access, Parallells RAS, при-
бегают для этого к трансляции видео экрана хостовой машины на экран
устройства. Но для взаимодействия с интерфейсом этим программам, как
правило, необходимо знать не только то, что отображается на экране хо-
стовой машины, но и расположение элементов интерфейса и то, как с ними
можно взаимодействовать. Поэтому требуются доработки как в хостовой
ОС, так и в данных программах.

Скачок в автономности данных программ может привнести компьютерное
зрение – в идеале, такой, что программам не потребуется от хостовой ма-
шины ничего, кроме видео, а удаленное взаимодействие с хостом уже ничем
кардинально не отличается от такового напрямую. В данной работе пред-
лагается рассмотрение одной из задач, которое можно решить методами
машинного обучения и сравнить результаты с действующим алгоритмом.
Для достижения цели требуется выполнить следующие подзадачи:

1 Сбор данных для обучения.

2 Обучение системы.

3 Применение системы к реальным данным, итерирование прошлых
шагов для достижения наилучших результатов.

4 В конечном итоге, получение результата не хуже текущих алгорит-
мов.
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1.2 Проблемная область

Как говорилось ранее, для взаимодействия с хостом текущим программам
необходима дополнительная информация. В случае, например, если поль-
зователь выделяет текст на экране, то для программы это непосредственно
область выделения. Проблема в том, что не с каждого хоста можно полу-
чить данную область. Современные решения данной проблемы учитывают,
когда пользователь начал выделять текст (обычно это сигнал, аналогич-
ный нажатию кнопки мыши), и по завершению предполагают, что в дан-
ном месте выделение закончено. Данный метод работает не всегда. Другие
решения пытаются найти область выделения, основываясь только на ин-
формации по изображению, но они используют эвристические алгоритмы
и дают высокий процент лишь в достаточно общих ситуациях. Однако, и в
случае с нейронными сетями решение основывается также лишь на доволь-
но общих сценариях – большую роль играет размер обучаемой выборки и
то, насколько хорошо она покрывает различные случаи. Поэтому первым
делом необходимо было озаботиться созданием этих данных, и, желатель-
но, автоматизировать этот процесс. Другая проблема – задача изначаль-
но поставлена для решения на двух мобильных операционных системах
– Andoid и iOS. Так как в команде имелись люди с опытом на разных
платформах, но в машинном обучении доминирует библиотека Tensorflow
от Google, которая изначально более оптимизирована на Android, решено
было изучить вопрос возможности применения Tensorflow на iOS. Хотя на
сайте этой библиотеки и есть примеры запуска на разных платформах, сце-
нарии в них покрывали простые задачи, на которых не возникало проблем
с тем, что Tensorflow на них неоптимизирована. В процессе работы при-
ходилось решать проблемы с запуском, причем не только на iOS, но и на
Android, а также различные работы по оптимизации библиотеки, в част-
ности, уменьшение занимаемого ей места на носителях информации. Само
же обучение нейронных сетей предполагает множество итераций и стало
самым трудозатратным по времени решением.
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1.3 Описание системы

Система, используемая в исследовании – проприетарная. Будет приведе-
но описание, которое наиболее подробно можно привести, основываясь на
наблюдении работы таких программ, как TeamViewer. Как было сказано
ранее, основная часть информации для пользователя приходит в виде ви-
деопотока. Единственная оптимизация, которая здесь, скорее всего, воз-
можна – отсылание видео не покадрово, а лишь изменения между этими
кадрами. Так, если пользователь ничего не делает и на экране ничего не
происходит, то и поток пересылаемой информации минимален. Для нас
важно лишь, чтобы картинка на экране не принимала искажений, но при
данном виде кодирования видео они, к сожалению, возможны. Мы не стали
заострять на этом внимание, но учитывали, что в дальнейшем это может
сыграть роль. Иная информация, которая в основном доступна программе
– отклик системы на отправляемые сигналы. Так, отправляя нажатие мы-
ши, мы поймем в итоге, что нажатие действительно произошло. Это важно,
потому что не все нажатия визуализированы на видео, и другого способа
отследить за ними нет. В том числе и нажатия на клавиатуре, а также пере-
мещение каретки. В RDP протоколе Windows так же доступно множество
других событий, например, смена активного окна, изменение его размеров
и т.п. Но не все ОС предоставляют такой широкий набор инструментов,
поэтому мы в своей работе учитываем только видеопоток.

Сама программа – то, что осуществляет взаимодействие между хостом и
устройством – обычное клиентское приложение на iOS или Android. Вза-
имодействие, как правило, осуществляется через WebSockets, т.к. идет ра-
бота с непрерывными потоками информации. Т.к. программы на разных
платформах задействованы для одного и того же функционала, то логич-
ным было бы иметь для них общую кодовую базу. Но специфика iOS и
Android, в частности, их различия между собой в плане доступа к данным,
делает это затруднительным, поэтому обычно выносятся только самые об-
щие части. В нашем случае наша система по распознаванию областей выде-
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ления текста как раз может быть вынесена в эту общую часть, потому что
механизм передачи видео и добавления к нему информации о выделении
одинаков, различия начинаются только в отрисовке графического интер-
фейса и взаимодействия с пользователем в этих системах. Поэтому необ-
ходимо было найти такие инструменты, которые позволяли бы обеспечить
кросплатформенность. Tensorflow показала больше всего преимуществ по
сравнению с другими библиотеками, т.к. она уже имеет в себе задел на
работу с мобильными устройствами, а также большое сообщество в open
source. В добавок, в дальнейшем можно вынести наш слой распознавания
в отдельный C++ модуль, который будет поддерживаться и на iOS, и на
Android.

Помимо клиентской программы, нужна ещё оболочка на хосте. В случае
Windows это могут быть встроенные средства – RDP, либо это может быть
отдельная программа, как, например, приходится делать для MacOS. В
этом случае возможен вариант размещения модуля с распознаванием на
самом хосте. В своей работе мы рассматривали систему, когда модуль рас-
полагается на клиентской стороне.

Т.к. C++ модуль имеет большие заделы на кроссплатформенность, воз-
можны ещё другие варианты его размещения. Это может быть, например,
прокси-сервер, принимающий на себя нагрузку от нескольких пользовате-
лей. Целесообразность данного решения мы не рассматривали.

1.4 Назначение и применение

Подводя итог, основное значение создаваемого модуля – обеспечение при-
емлемого по быстроте распознавания выделения текста на принимаемом
видеопотоке, в котором представлен удаленный рабочий стол. Идеальный
результат – достижение распознавания в реальном времени. Приемлемый
– распознавание с задержками в пределах секунды, с сохранением энерго-
эффективности системы. Референс – имеющийся в нашем распоряжении
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модуль, работающий на эвристических алгоритмах. Полученная система,
в случае своей состоятельности, будет применяться вместо этого модуля.
Система, в которой модуль будет применятся, закрытая, но возможно по-
лучение патента.

1.5 Аналогичные работы

К списку аналогичных работ можно причислить работы по компьютерному
зрению. Большой интерес в процессе работы вызвала сеть YOLO [2], вы-
полняющая поиск границ для дальнейшего распознавания объектов в них
с хорошей точностью. Хоть и область довольно смежная, наработки этой
системы у себя мы применять не могли, т.к. сеть заточена для нахождения
объектов предполагаемого размера, тогда как размер области выделения
может быть любой.

Другие широко известные примеры – сети AlexNet [3] и VGG [4], с кото-
рыми так же было проведено ознакомление и на которые мы опирались на
первых шагах.
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Глава 2

Постановка задачи

2.1 Общие требования

Имея полученный бэкграунд, выделены следующие требования:

1 Разработать модуль распознавания выделения текста по потоковому
видео

2 Автоматизирование процесса снятия данных для обучения

3 Проанализировать возможные архитектуры нейронных сетей

4 Оптимизация модуля для различных платформ

5 Измерение производительности и точности полученной системы на
платформах iOS и Android с целью получения необходимого резуль-
тата.

2.2 Требования к модулю

1 Модуль должен представлять собой кроссплатформенную библиоте-
ку, чтобы её можно было использовать и на iOS, и на Android
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2 Размер библиотеки, установленной на устройства – не больше 40 Мб

2.3 Требования к тестовой выборке

1 Сбор тестовой информации в размере 20 000 скриншотов, в пропор-
циях 3/4 обучающей выборки и 1/4 контрольной

2 После сбора необходимого количества продолжить сбор, внося кор-
рективы с целью расширения возможных вариантов данных в тесто-
вой выборке, в том числе по цвету выделения, активных приложениях
на скриншоте и т.д

2.4 Требования к производительности и точ-

ности распознавания

1 Требуемый результат по скорости: получение результатов распозна-
вания каждую секунду, качество распознавания при этом не должно
уступать готовому эвристическому алгоритму.

2 Производительность на iOS замеряется на устройстве iPhone 5s

3 Производительность на Andoroid замеряется на устройстве Google
Nexus 5

4 Точность, замеряемая на тестовой выборке, не должна уступать 99%
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Глава 3

Теория

3.1 Сверточные сети

При распознавании изображения, если речь идет о машинном обучении,
как правило используют сверточные сети. Эти сети, как и обычные, состо-
ят из нейронов с обучаемыми весами и смещениями. Каждый нейрон имеет
несколько входов, генерирует числовое значение и передает его другим ней-
ронам. Как и обычная нейронная сеть, сверточная сеть представляет собой
функцию, принимающую на вход вектор со значениями в неограниченном
интервале, и отдающую на выходе вектор со значениями в ограниченном
интервале. Точно так же она имеет функцию потерь на последнем слое,
необходимую для обучения. Различие в том, что сверточная сеть напрямую
учитывает то, что на вход ей подается изображение, поэтому возможно сде-
лать оптимизации, облегчающие процесс обучения и распознавания.

В обычной нейронной сети, имеющей последовательность скрытых слоев,
нейроны между слоями полностью связаны между собой, и полностью неза-
висимы между собой внутри одного слоя. Из-за того, каждый нейрон свя-
зан со всеми нейронами из соседних слоев, такие сети плохо масштабируе-
мы для обучения на больших векторах, к которым относятся, в частности,
большие изображения. Так, для картинки, имеющей размер всего лишь
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56x56x3 (56 пикселей в ширину, 56 в длину, по 3 цветовых компоненты –
каналов – на каждый пиксель), один лишь первый скрытый слой обыч-
ной нейросети имел бы 56*56*3 = 9408 весов. Хоть для современных ма-
шин данное количество вполне приемлемо, очевидно, что такая структура
быстро исчерпает потенциал вычислительных мощностей при увеличении
размера входных данных. Для картинки даже не такого большого каче-
ства, как 512x512, понадобилось рассчитывать бы уже 512*512*3 = 786 432
весов, и это только для сети с одним скрытым слоем, а для задач глубокого
обучения количество слоев может исчисляться десятками.

Сверточные сети берут в преимущество тот факт, что на вход им даются
именно изображения, и их архитектура приспособлена под такие данные.
В отличии от обычных нейросетей, нейроны в сверточной сети располага-
ются в трех измерениях: ширине, высоте и глубине. Входные изображения
по размеру должны совпадать с входным слоем, например 56x56x3 для
изображения размером 56x56 и тремя цветовыми компонентами. Нейро-
ны в следующих слоях имеют связи только с небольшой областью нейро-
нов предыдущего слоя, вместо того, чтобы быть соединенными со всеми
предыдущими нейронами. Слой на выходе может быть одномерным, если
необходимо классифицировать изображение по конечному числу классов.
Как будет показано дальше, в нашей работе выходной слой имеет размеры
изображения с одной цветовой компонентой, что в нашем случае оказалось
подходящими выходными данными.

3.2 Слои сверточных сетей

Простая сверточная сеть, как и обычная, состоит из последовательности
слоев. Нейроны в каждом слое содержат дифференцируемые функции ак-
тивации. Основные типы слоев, которые используются в сверточных сетях:
сверточный слой, пулинг-слой и полносвязный слой. Последовательность
этих слоев, с разными параметрами, формирует архитектуру сверточной
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сети.

Пример архитектуры: сверточная сеть CIFAR-10, к примеру, имеет архи-
тектуру [INPUT - CONV - RELU - POOL - FC]. Более детально:

∙ INPUT - входной слой, принимающий данные изображения в разре-
шении 32x32x3 - ширина, высота и три цветовых компоненты.

∙ CONV - сверточный слой, нейроны которого подключены к локаль-
ной области изображения, и поочередно рассчитывают значения, пе-
ремножая входные данные с весами и суммируя, проходя всю об-
ласть изображения. Если фильтров, к примеру, 12, то на выходе будет
32x32x12.

∙ RELU слой содержит простую функцию активации, например max(0,
x), которая отсеивает ненужные значения ниже нуля. Этот слой не
изменяет размер передаваемых данных.

∙ POOL - пулинг слой, понижающий разрешение изображения. Напри-
мер, с 32x32 до 16x16. Это делается, чтобы сократить число деталей,
которые были учтены на предыдущих слоях, и получается, что следу-
ющие слои определяют более общие признаки по более обобщенным
данным.

∙ FC - полносвязный слой. Преобразует входные данные в одномерный
вектор размера N, соответствующее числу определяемых нейросетью
классов.

Слои выстраиваются таким образом, что данные оригинального изобра-
жения постепенно снижают свою размерность, имея в результате лишь
одномерный массив с вероятностями принадлежности к распознаваемым
классам. При этом паттерн такой, что между сверточными слоями могут
быть RELU либо POOLING слои, а CONV слои могут повторяться. При
этом CONV и FC слои относятся к обучаемым слоям, обучение происходит
методом градиентного спуска таким образом, что классы, выдаваемые се-
тью совпадают с классами тренировочных данных. Слои же RELU/POOL
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представляют собой фиксированные вспомогающие функции, информации
об обучении они в себе не несут.

В итоге:

∙ Архитектура сверточной сети в простейшем случае представима в
виде набора из слоев, которые преобразуют данные изображения в
вектор принадлежности к классам.

∙ Всего типов слоев несколько.

∙ Каждый слой принимает данные в трехмерном виде и преобразует с
сохранением трехмерности, применяя дифференцируемую функцию
активации.

3.3 Структура сверточного слоя

Сверточный слой, как подсказывает название, является основным строи-
тельным блоком сверточной нейронной сети. Сверточный слой представля-
ет собой набор обучаемых фильтров. Каждый фильтр охватывает малую
область изображения, поступающего на вход (по ширине и высоте), но охва-
тывает всю глубину входных данных. Для примера, изображению 32x32x3
первым сверточным слоем можно поставить слой размера 5x5x3. Во время
считывания данных, каждый фильтр проходит по всех ширине и высоте
изображения и в каждой точке прохода вычисляет сумму по всем своим ве-
сам и параметрам. Так получается двумерная матрица активаций фильтра
на изображении. Сеть обучает фильтры, которые активируются при полу-
чении каких-либо визуальных особенностей, например, граница чего-либо,
какой-либо цвет, либо даже облик какого-либо объекта на высших слоях
нейросети, принимающих больший объем по площади изображения. Если
рассматривать с точки зрения аналогий с человеческим мозгом, каждую
точку на матрице активаций можно рассматривать как результат действий
нейрона, обрабатывающего маленький регион изображения, и передающе-
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го сигнал остальным нейронам.

3.4 Принцип локальности

При работе с такими данными, как изображения, непрактично, как было
показано выше, соединять все нейроны с нейронами из предыдущего слоя.
Вместо этого нейроны смотрят только на какую-то локальную область
входных данных. Размер этой области называется рецепторной областью
нейрона. При чем размерность по оси глубины всегда равна размеру глуби-
ны входных данных. Это различие объясняется в том, как воспринимаются
данные изображения: можно отдельно принимать куски изображения, но
при этом нужно полностью учитывать информацию о цвете.

Рассмотрим теперь выходные данные. Их размер зависит от трех парамет-
ров: глубина, размер шага и начальное нулевое заполнение. Объясним их
по-отдельности:

Глубина представляет собой количество фильтров, которое мы хотели бы
задействовать в слое. Каждый из фильтров обучается находить что-то осо-
бенное. Например, если первый слой, который принимает изображение,
имеет разные фильтры, тогда разные нейроны на протяжении глубины
могут активироваться в присутствии разных паттернов: различные углы,
формы либо вкрапления цвета. Будем называть нейроны, которые смотрят
на один и тот же участок, столбцом глубины.

Размер шага представляет собой количество пикселей, на которое мы пе-
ремещаем фильтр по изображению за один раз. Чем больше размер шага,
чем меньше данных получается в итоге.

В некоторых случаях бывает удобно обрамить входные данные нулевыми
пикселями. Размер этого обрамления может зависеть размера шага, либо
от того, когда нужно, чтобы размеры в ширину и длину на входе и выходе
совпадали.
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Зная все параметры, можно рассчитать пространственный размер данных
на выходе в зависимости от размера входных данных (w), размера рецеп-
торной области нейронов сверточного слоя (F), размера шага, с которым
он перемещается по данным (S), и количество предзаполненных нулевых
стобцов на границе (P). Формула, которая используется для расчета разме-
ра области на выходе (W - F + 2P)/S + 1. К примеру, для изображения 7x7
и фильтра размером 3x3 с размеров шагов 1 и нулевым предзаполнением
0 получатся выходные данные размером 5x5. C размером шага 2 выходной
размер был бы 3x3. Для того, чтобы получить выходные данные с таким
же размером, как и входные данные, в общем случае используется нулевое
предзаполнение размера P = (F - 1)/2, если размер шага S = 1. Для шага
большего размера данное обрамление не имеет смысла, так как на выходе
какое-то число столбцов так же будет обрамлено нулями.

Следует заметить, что на размер шага накладываются свои ограничения.
Например, при входном размере W = 1, без нулевого предзаполнения P =
0, и с размером фильтра F = 3, невозможно было бы использовать размер
шага S = 2, т.к. (W - F + 2P)/S + 1 = (10 - 3 + 0)/2 + 1 = 4.5 – не целое
число. В данном случае, в зависимости от используемой программной биб-
лиотеки для сверточной сети, может произойти что угодно: от программной
ошибки до дополнительного обрамления нулями, либо обрезания входных
данных, при чем с возможным добавлением асимметричности. Поэтому
выставление вышеперечисленных размеров при планировании архитекту-
ры сети требует дополнительной внимательности.

3.5 Общие параметры в сверточных слоях

Обмен параметров в сверточных слоях используется для сокращения обще-
го числа параметров. Суть заключается в том, что количество параметров
может быть существенно сокращено при следующем предположении: если
можно заметить особенность в точке (x, y), тогда и в другой точке (x2, y2)
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эта особенность должна проявляться так же. Пусть имеется сверточный
слой с выходным размером XYZ. Тогда в каждом из Z глубинных сре-
зов XxY нейронов. При нашем предположении каждые из этих нейронов
имели бы одинаковые параметры между собой, потому что единственное
различие между ними – это то, что они смотрят на разные точки (x, y) в
пространстве.

Когда все нейроны в одном глубинное срезе имеют один и тот же вектор ве-
сов, то выход из каждого глубинного среза в сверточном слое считается как
свертка весов нейронов с входными данными – отсюда и имя сверточный
слой.

Следует заметить, что использование одинаковых параметров в срезе не
всегда дает необходимый результат. Это относится к данным, когда изоб-
ражения имеют центрированную структуру, когда на одной части изобра-
жения имеются особенности, кардинально отличные от другой части изоб-
ражения. Из практики – центрированные изображения лиц людей, на кото-
рых паттерны глаз либо волос расположены в определенных частях изоб-
ражения, и редко, либо никогда не встречаются, в других. В данном случае
обычно ослабляют схему общих параметров.

3.6 Обратное распространение ошибки в свер-

точных слоях

Обратное распространение для операции свертки – это также операция
свертки (но с обратно расположенными фильтрами).
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3.7 Разреженные свертки

Недавнее улучшение – предложить ещё один параметр для сверточного
слоя под названием разрежение. До сих пор рассматривалось, что филь-
тры принимают все пиксели из области изображения. При разрежении D =
1, фильтр пропускает каждую второй пиксель по ширине и высоте. Такие
фильтры могут использоваться вместе с фильтрами без разрежения, что-
бы покрыть большую область изображения за один раз. Например, если
расположить два 3x3 фильтра друг за другом, то нейроны на втором слое
охватывают область 5x5 на входном изображении (или имеют рецептор-
ную область 5x5). Если бы мы использовали разрежение, то рецепторная
область была бы ещё больше.

3.8 Пулинг слой

В архитектуре сверточных сетей обычно периодически присутствуют пу-
линг слои между сверточными слоями. Их назначение состоит в умень-
шении пространственного размера передаваемых данных для уменьшения
количества вычислений в последующих слоях сети, а также для контроли-
рования переобучения. Пулинг слой работает независимо на каждом глу-
бинном срезе входного слоя и уменьшает разрешение данных, используя
операцию MAX. Типичный пулинг слой имеет фильтры размера 2x2, при-
мененные с размером шага 2, что уменьшает размер данных в 2 раза по
ширине и высоте, вычитая 75% активаций. Операция MAX в данном слу-
чае принимает максимальное значение среди 4 значений. Размер глубины
для данных остается одним и тем же. Обычно используются пулинг слои с
параметрами F = 3, S = 2, и, более распространенно, F = 2, S = 2. Пулинг
слои с большими параметрами более деструктивны. Помимо макс-пулинга,
фильтры могут рассчитывать значения, используя другие функции, напри-
мер по среднему значению, либо по L2 норме. Пулинг по среднему значению
использовался исторически, но был вытеснен макс-пулингом, показавшим
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себя лучше на практике.

Обратное распространение ошибки для макс-пулинг слоя заключается в на-
правлении градиента к входу, имеющему максимальное значение. Иногда
сохраняют индекс максимального значения во время макс-пулинга, опти-
мизируя таким образом градиентный спуск во время бэкпропагации.

Хотя пулинг активно используется в сетях, многие отказываются от его
использования. Чтобы уменьшать размер данных, предлагается использо-
вать больший размер шага между слоями.

3.9 Полносвязный слой

Нейроны в полносвязном слое соединены со всеми выходями предыдущего
слоя, как в обычной нейронной сети.

Можно отметить, что полносвязный слой можно конвертировать в свер-
точный, что иногда используется на практике, в частности, для сетей, ко-
торые принимают изображения большого размера, последние полносвяз-
ные слои конвертируют в сверточные, это позволяет использовать сеть на
изображениях большего размера, с единственным различием, что на вы-
ходе получается данные не одномерного размера, но с которыми можно
работать. Плюсом использования именно сверточных сетей, вместо того,
чтобы вручную проходить изначальной сетью по большому изображению,
является большая производительность, т.к. для сверточной производится
одна операция с общими параметрами.
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Глава 4

Сбор тестовых данных

4.1 Тестовые данные

Так как основная часть работы основана на обучении нейронных сетей,
то первым шагом стало планирование действий по сбору тестовых дан-
ных. Первым делом, проведен анализ наиболее используемых приложений.
Согласно внутренней статистике, лидирующие позицию занимают прило-
жения из пакета Microsoft Office, в частности Microsoft Word и Microsoft
Excel, также различные браузеры (см. рис. 4.1). Причем в приложениях
от Mictosoft сразу же столкнулись с проблемой, что возле выделения тек-
ста возникало плавающее меню. Чтобы обобщить скриншоты, это меню
решено было выключить.
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Рис. 4.1: Пример области выделения.

Другая проблема, что цвет самого выделения может быть разным. Так как
для для большинства интерфейсов в стандартных настройках оно синего
цвета, могут возникать проблемы с другими элементами интерфейса по-
хожего цвета. Различные кнопки, либо панели, как, например, в Microsoft
Word, могут ошибочно определяться сетью как выделение, так как визуаль-
но они похожи. Первоначально задачей было обучить сеть искать выделе-
ние на изображении локально, поэтому решение данной проблемы вынесено
для дальнейшего рассмотрения.

Для нейронной сети важно предоставить как можно больше разной инфор-
мации, в которой прослеживается какой-либо паттерн. Обычно для обуче-
ния сетей, классифицирующих разные объекты, требуется большое коли-
чество обучающей выборки. Например, в ImageNet для 20,000 различных
классов заявлено по 1000 изображений для каждого класса. Но, так как в
нашей задаче мы смотрим не на изображение в целом, а определяем для
каждого конкретного пикселя, принадлежит он выделению или нет, то нам
требуется меньше изображений. Тем не менее, генерировать скриншоты с
выделением и размечать всё вручную остается затратной по времени зада-
чей. Понадобилось решить задачу создания отдельного модуля генерации
скриншотов с выделением текста и разметкой этого выделения.
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Учитывая все вышеперечисленное, были выделены некоторые параметры
для генератора тестовой выборки:

1 Алгоритм генерации должен уметь выделять рандомные области тек-
ста

2 Модуль должен быть кроссплатформенным

3 Выделение текста на скриншотах должно быть однородным, с отсут-
ствием каких-либо всплывающих подсказок возле выделения

4 Возможность создавать обучающую выборку для приложений Microsoft
Word, Microsoft Outlook, Microsoft Excel и Google Chrome (см. рис.
4.2)

5 Помимо скриншотов с выделением, автоматически создавать черно-
белое изображение с размеченным выделением (см. рис. 4.3)

Рис. 4.2: Пример входных данных для обучения нейронной сети.
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Рис. 4.3: Пример размеченной области для обучения нейронной сети.

Единственный универсальный способ автоматически задать выделение в
любой программе – программный вызов перемещений и нажатий курсора
мыши. А для автоматического создания изображения с размеченным вы-
делением – снятие скриншотов до и после выделения и генерецая диффа
между ними. При первых попытках генерации данных таким способом бы-
ли замечены следующие проблемы: текст в программах занимает какую-то
ограниченную область экрана. В различных браузерах на разных страни-
цах могут присутствовать окна с нестатичными элементами: реклама, ани-
мированные элементы и т.д., и эти области захватывались диффом. Для
решения данной проблемы текст выделялся не для всей области програм-
мы, а только в ограниченной, то же самое и для создания диффов – учиты-
вались разности изображений только между заданными областями.

4.2 Алгоритм автоматизатора

Для того, чтобы создавать пару изображений исходное изображение – черное-
белое изображение с выделением текста, необходимо делать попиксельное
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сравнение между изображениями с выделением текста и без выделения.
Изначально реализованный алгоритм, который производит простое срав-
нение, не полностью удовлетворял требованиям, так как буквы внутри вы-
деления остаются одного и того же цвета, из-за чего на результирующем
изображении внутри белой области предполагаемого выделения оставались
буквы черного цвета (см. рис. 4.4). Для обучения нейронной сети такие
данные недопустимы, потому что пиксели черного цвета в нашем случае
– пиксели без выделения текста. Для решения данной проблемы исследова-
ны два различных способа: математическая морфология, а также заливка
белым цветом белых полигонов на изображении.

Рис. 4.4: Пример простого попиксельного сравнения, не удаляющего внут-
ренний текст.

4.3 Алгоритм математической морфологии

Математическая морфология – техника извлечения компонент изображе-
ния, полезных для его описания и анализа, например, различных геометри-
ческих фигур, основанная на теории множеств [5,6]. Конкретно для наших
целей интересны операции расширения и сужения, которые мы применяем
к области выделения
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4.4 Поиск и заливка полигонов на изображе-

нии

Алгоритм основывается на том, что область выделения состоит из фигур
прямоугольной формы. Так как на результирующем изображении черные
буквы находятся внутри белого выделения, то решено алгоритмически об-
ходить все полигоны, запоминать их расположение и заливать внутреннюю
площадь белым цветом.

На практике оказалось, что буквы внутри выделения могут примыкать к
границам, и это нарушает прямоугольную форму выделения, и для таких
мест алгоритм работает некорректно (см. рис. 4.5).

Рис. 4.5: Пример выделения с буквами, примыкающими к границе.

4.5 Финальный алгоритм

Финальный алгоритм использует оба вышеперечисленных способа: снача-
ла алгоритм математической морфологии, чтобы исключить проблемные
места в границах прямоугольников выделения. Благодаря этому границы
расширяются, поэтому буквы текста уже находятся внутри области вы-
деления. Далее выполняется поиск прямоугольников и заливка их белым
цветом. Так как после расширения границ область выделения немного раз-
личается от изначальной, после этого происходит сужение этой области,
для того, чтобы нейронная сеть тренировалась более корректно.

Полученный алгоритм хоть и допускает ошибки, но их частота гораздо

25



меньше изначальной. Первоначально изображения, полученные в ходе ге-
нерации, проверялись вручную. Со временем количество данных возросло
до примерно 500 изображений на каждую программу, и проверять вруч-
ную стало временнозатратной задачей, поэтому изображения проверялись
нейронной сетью: при нахождении изображения с плохим качеством рас-
познавания оно проверялось вручную, и, если находились дефекты, свя-
занные с работой алгоритма, удалялось. Проверка вручную нужна, чтобы
не удалить корректные изображения, на которых сеть обучилась плохо: в
данном случае необходимо было проанализировать, почему именно на та-
ком изображении она плохо распознает, и добавить в обучающую выборку
больше похожих данных.
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Глава 5

Обучение модуля
распознавания

5.1 Метрики валидации

Важный вопрос, возникающий перед началом обучения нейронной сети
– подбор метрик для валидации обучения. В нашем случае, на сгенери-
рованных для обучения изображениях область выделения составляла в
среднем до 30 процентов от площади изображения. Если брать за метрику
площадь верного распознавания, то для изображений, на которых площадь
выделения мала, у сети всё равно будут высокие результаты. Такая метри-
ка не подходит изначально. В дальнейшем предлагается ввести следующие
понятия для различия результатов распознавания:

∙ TP (true positive) – истинноположительный результат, когда в кон-
трольных данных пиксель принадлежит области выделения, и ней-
ронная сеть так же определила его к области выделения.

∙ TN (true negative) - истинноотрицательный результат, когда пиксель
не принадлежит области выделения и нейронная сеть считает его та-
ковым же.
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∙ FP (false positive) - ложноположительный результат, когда в кон-
трольных данных пиксель не относится к области выделения, но ней-
ронная сеть определила его к области выделения. Такой результат
относится к ошибкам первого рода.

∙ FN (false negative) - ложнонегативный результат, когда пиксель при-
надлежит к области выделения, но нейронная сеть не определяет его
к ней. Такая ошибка относится к ошибкам второго рода. Такие ошиб-
ки являются самыми серьёзными, особенно в медицине, когда анали-
зы на какое-либо заболевание могут дать ложнонегативный резуль-
тат, поэтому их стараются минимизировать всеми способами, даже в
ущерб возникновения ошибок первого рода.

Соответственно, используя количество разных результатов, можно зада-
вать метрики на их основе. Самая простая – качество распознавания (accuracy)

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
(5.1)

показывает, какая часть пикселей была определена правильно по отноше-
нию к общему количеству пикселей. Именно эта метрика не является для
нас достоверной, потому что область выделения обычно гораздо меньше
остальной области изображения, из-за чего показатели такой метрики мо-
гут давать хороший результат, даже если нейронная сеть не распознала
маленькую область выделения.

Другая метрика, точность (precision)

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
(5.2)

показывает, насколько хорошо сеть определяет положительные результа-
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ты. То есть, отношение того, сколько из положительно определенных объ-
ектов на самом деле релевантны.

Полнота (recall)

𝑟𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
(5.3)

показывает количество верно распознанных объектов к количеству объек-
тов, которые необходимо было найти.

Последняя мера, 𝐹1

𝐹1 = 2 * 𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 * 𝑟𝑒𝑐𝑎𝑙𝑙
𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+ 𝑟𝑒𝑐𝑎𝑙𝑙

(5.4)

основывается на использовании мер recall и precision, и представляет собой
гармоническое среднее этих мер, принимая значение, близкое к 1, толь-
ко когда recall и precision одновременно близки к единице, и быстро убы-
вает при убывании хотя бы одного из параметров. Помимо меры 𝐹1 из-
вестна также мера 𝐹2, которая сильнее учитывает полноту, чем точность
(усиливая влияние ложнонегативных результатов), и 𝐹0.5, которая, наобо-
рот, учитывает точность больше полноты (смягчая влияние ложнонега-
тивных результатов). Для оценки качества распознавания использовалась
мера 𝐹1.

5.2 Функция ошибки

В качестве функции ошибки использовалась функция Log loss (логистиче-
ская функция потерь) 𝑓(𝑝) = −(𝑦𝑙𝑜𝑔(𝑝) + (1 − 𝑦)𝑙𝑜𝑔(1 − 𝑝)), связанная с
кросс-энтропией. Основная задача для моделей в машинном обучении – ми-
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нимизация данного значения. Идеальная модель имела бы Log loss, равный
0. Данная функция медленно уменьшается в зависимости от точности рас-
познавания сети. И, наоборот, быстро растет при небольшом уменьшении
точности, таким образом, в процессе обучения сеть быстро "наказывает-
ся"за выдачу ответа, сильно отличающегося от предполагаемого. График
функции представлен на рисунке 5.1.

Рис. 5.1: График функции 𝐿𝑜𝑔𝑙𝑜𝑠𝑠.

5.3 Батч-нормализация

Батч-нормализация была предложена инженерами Google в 2015 году [7].
Изначально в нейронных сетях имеется проблема, мешающая обучению:
при прохождении через все слои сигнал может сильно исказиться, и в ито-
ге градиентный спуск на различных уровнях может отрабатывать некор-
ректно. Батч-нормализация – одно из решений данной проблемы. Суть за-
ключается в том, чтобы нормализовать входные данные, чтобы получить
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единичное среднее квадратичное отклонение и нулевое матожидание. При
большом количестве данных можно отнормировать выходы слоев, чтобы
получить желаемые значения дисперсии и матожидания. Этот метод поз-
воляет ускорить обучение, на рисунке 5.2 представлено сравнение скорости
обучения от размера батча.

Рис. 5.2: Сравнение скорости обучения для различных размеров батчей.

В целом, батч-нормализация работает хорошо для размера батча больше
или равному 4
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5.4 Используемое оборудование

Сеть написана на библиотеке Tensorflow, с использованием IDE PyCharm,
основной язык разработки Python. В качестве оборудования для разработ-
ки задействован Macbook Pro 15, но он недостаточно производителен для
обучения, к тому же процесс обучения блокировал бы разработку, поэтому
специально для целей обучения нейронных сетей был арендован сервер с
Google Cloud Platform. Примерное время обучения нейросети на нем со-
ставляло от 10 до 30 мин. Последние 20 минуть сеть обучается довольно
медленно, но это время необходимо, чтобы стабилизировать сеть.
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Глава 6

Оптимизация модуля
распознавания

6.1 Предпосылки

Так как нейросеть обучена на Tensorflow, разработанным Google, то мо-
дель относительно просто можно запустить на устройствах с ОС Android.
Для iOS задача оказалась несколько сложнее – на момент начала работ без
труда запускались лишь простейшие примеры, доступные в основном репо-
зитории проекта Tensorflow, которые, к тому же, использовали урезанную
версию Tensorflow-lite. В процессе работы алгоритм запуска постоянно ме-
нялся, помимо этого, Apple и Google объявили о сотрудничестве в области
поддержки Tensorflow на устройствах iOS, поэтому инструменты и способы
портирования моделей для запуска постоянно изменяются.

6.2 Портирование на iOS

Изначально стояла проблема, каким способом лучше портировать и за-
пускать модель, обученную на Tensorflow, на устройства iOS. Список до-
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ступных вариантов – недавно вышедшая CoreML, нативная для iOS, либо
исследовать возможность запускать модели Tensorflow на iOS напрямую.
Помимо этого известен также вариант с запуском на GPU с использовани-
ем библиотеки Metal на iOS, но данный вариант требует написания боль-
шого количества кода, завязанного под конкретную модель и операции, ис-
пользуемые в ней. Поэтому рассматривались первые два варианта. Первым
решено было попробовать CoreML. Apple выпустила скрипты для порти-
рования моделей из разных систем на CoreML [8], но среди них не было
Tensorflow, но был Keras. Keras представляет собой высокоуровневую над-
стройку над Tensorflow, созданную специально для задач машинного обуче-
ния, но в ней нельзя напрямую использовать модели Tensorflow. Скриптов
для конвертации, подобных выпущенным Apple, не было. Предстояло напи-
сать их самим на основе готовых скриптов для других моделей. Для этого
вначале необходимо было изучить представление модели в Tensorflow.

6.3 Представление модели

Модель в сохраненном виде представляет собой файл, в котором каждый
слой нейросети сохранен в виде тензоров, содержащих в себе веса, выра-
ботанные в процессе обучения модели. Из-за того, что тензоры представ-
ляют собой обобщенный и абстрагированный объект, то для большинства
операций подходят парсеры, написанные для конвертации других моделей
в формат Keras. Так, удалось переконвертировать модель для распознава-
ния рукописных чисел (широко известные данные MNIST, используемые
на ранних примерах для новичков в машинном обучении), но перед кон-
вертацией модель необходимо подготовить. Дело в том, что в обученной
модели присутствуют слои, нужные для обучения, но не играющие роль в
распознавании. Парсеры не рассчитаны для конвертации этих слоев, ров-
но как и CoreML не рассчитана для задач обучения – только распознава-
ние. В проекте Tensorflow есть скрипты, позволяющие это сделать – т.н.
freezegraph отбрасывает из модели всё ненужное [9]. Далее, после конвер-
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тации отдельным скриптом в представление Keras, можно использовать
полученные модели в CoreML.

6.4 Оптимизация запуска Tensorflow на iOS

Для того, чтобы запустить наши модели на iOS, для начала использовалась
библиотека tensorflow-lite – облегченная версия Tensorflow для мобильных
устройств. Она используется в шаблонном проекте, поэтому логичным бы-
ло начать с неё. Учебный проект по распознаванию цифр удалось запу-
стить без проблем, но с нашими обученными моделями возникли трудно-
сти. В tensorflow-lite не включены некоторые операции, используемые в
моделях, плюс модели использовали тип данных Float на входе и выходе,
тогда как tensoflow-lite скомпилирован только для типа Double. Причем в
версии библиотеки под Android нет такой проблемы. Решением стала ману-
альная компиляция Tensorflow с редактирование Makefile’а для того, чтобы
он включал в себя недостающие операции и типы данных, принимаемых
ими. Минус в данном подходе – бинарный файл разрастается в размере, и
он стал весить около 300 Мб, вместо 30 Мб у Tensorflow-lite. Для того, что-
бы уменьшить размеры, из компиляции вручную выкидывались операции,
которые не использовались в наших моделях.
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Глава 7

Сравнение различных
архитектур нейросетей

7.1 Изначальные архитектуры

Как было показано ранее, типичная архитектура свёрточной сети выглядит
примерно так

∙ свёрточные слои (16 фильтров, 1-3 слоя, с расположением ReLu меж-
ду ними и после последнего слоя)

∙ max-pooling 2x2

∙ свёрточные слои (32 фильтра, 1-3 слоя, с расположением ReLu между
ними и после последнего слоя)

∙ max-pooling 2x2

∙ свёрточные слои (64 фильтра, 1-3 слоя, с расположением ReLu между
ними и после последнего слоя)

∙ max-pooling 2x2

и далее, пока изображение не станет достаточно маленьким.
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Уменьшение изображения на более глубоких слоях увеличивает скорость
работы, поэтому для сохранения пропускной способности добавляется ко-
личество фильтров. Как отмечалось ранее, уменьшить изображение можно
не только макс-пулингом, но и вводя в свёрточных слоях параметр dilation.
Dilation позволяет не только уменьшать изображение, но и охватывать
большую информацию из первоначального изображение следующим сло-
ям. Так как область выделения, которую мы ищем, может быть неопре-
деленного размера, хотелось бы охватывать как можно большую область
изображения, хоть это и накладывает дополнительные требования на раз-
мер обучающей выборки.

Поэтому большое внимание уделено перебору сетей с различными показа-
телями dilation. В первоначальных исследованиях используются степени
двойки: 2, 4, 8, 16. Это позволяет значительно сократить число слоев, ис-
пользуемых в сети, охватывая при этом аналогичную по площади часть
изображения. К примеру, если в U-net 28 слоев, то в сети из статьи их
всего лишь 8.

7.2 Архитектура типа ResNet

Архитектура Residual Networks (остаточные сети) [10] - эта архитектура
позволяет строить очень глубокие сети с количеством слоев примерно на
порядок больше, чем для обычных сверточных сетей. Это доступно благо-
даря тому, что выходные данные с более низших слоев передаются напря-
мую в более высшие слои. Т.е. слой (N + 1) получает данные из x в обход N
(см. рис. 7.1). Благодаря этому слой (N + 1) обучается по большему охвату
данных. Другим преимуществом является то, что это позволяет бороться
с проблемой затухающего градиента при обучении.
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Рис. 7.1: Построение блока в ResNet-сетях.

7.3 Сети DenseNet и FractalNet

Основная идея в сетях DenseNet и FractalNet – использование коротких
путей в распознавании.

Идея создания коротких путей в сетях состоит в том, что разные слои с
разными параметрами объединяются в блоки с одним входом и выходом
(пример - DenseNet [11]). За счет этого образуются более короткие пути,
которые позволяют сети быстрее обучаться. В блоке содержится 2-6 слоёв.
В блоке все слои получают данные по похожему с ResNet образу, разве что
от одного слоя данные передаются всем последующим, кроме самого бли-
жайшего, но из-за этого количество каналов в высших слоях очень быстро
растет и сеть плохо масштабируется, из-за чего сети с большим количе-
ством блоков могут вычисляться медленно. Тем не менее, как показано
в статье, сети с оптимально подобранными параметрами могут обучаться
быстрее ResNet.

Проблема с масштабируемостью решена в фрактальных сетях [12]. В них
слои так же определены в блоки, но внутри блока они имеют древовидную
структуру с максимальным и коротким путем.
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7.4 Сети типа Inception

В сетях Inception [13, 14] используются направленные слои со свёртками
типа 1 x 1, 3 x 3, 5 x 5, 1 x 3, 3 x 1, 1 x 5, 5 x 1 и т. д., объединенные
в модули (см. рис. 7.2). Свертки вида 1 x N и N x 1 заточены для то-
го, чтобы улавливать какие-либо направленные паттерны в изображении,
а N X N – для адаптации к распознаванию особенностей разных разме-
ров. При этом N x N, как правило, устойчивы к повороту, а 1 x N нет,
но, учитывая особенность наших данных, изображения в которых имеют
одинаковую ориентацию, а область выделения – границы, которые хоро-
шо распознавать такими направленными слоями, сети такой архитектуры
предполагаемо самый лучший вариант.

Рис. 7.2: Пример построения блока Inception.
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7.5 Depthwise сети

Помимо разделения пространственной составляющей, можно разделять сверт-
ки поканально, и считать их независимо для каждого канала. Такой подход
заложен в Depthwise сети [15]. Таким образом, "раздельные"свертки выпол-
няют раздельные операции – пространственные составляющие обрабаты-
ваются поканальными свертками независимо друг от друга, а поточечные
1 x 1 – отдельно для каждого пикселя, учитывая все входные каналы (см.
рис. 7.3). Благодаря этому вычисления проходят с большой скоростью,
ограничиваясь лишь скоростью поточечной свертки.

Рис. 7.3: Пример экстремального случая модуля Inception, используемого
в Depthwise сетях.
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Глава 8

Измерение
производительности и
энергопотребления

8.1 Измерение производительности

Для всех полученных архитектур сетей были произведены замеры на про-
изводительность. Написано демо-приложение для iOS, позволяющее вы-
бирать изображение, на котором запускается распознавание, и результат
отображается в соседнем окне (см. рис. 8.3). Замеры проведены на устрой-
стве iPhone 8 plus. Результаты представлены на рисунке 8.1
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Рис. 8.1: Скорость распознавания области выделения для изображения
1440 x 900 на iPhone 8 plus.

Для самой быстрой сети произведены отдельные дополнительные замеры
на устройствах iPhone 5s, iPhone 6 plus и iPhone 6s Plus. (см. рис. 8.2)

Рис. 8.2: Скорость распознавания области выделения для изображения
1440 x 900 на разных устройствах.

Результат работы самой быстрой сети на тестовом изображении представ-
лен на рисунке 8.3
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Рис. 8.3: Результат работы самой быстрой сети.

43



8.2 Измерение энергопотребления

Для измерения энергопотребления распознавание запускалось в непрерыв-
ном цикле. Измерялось время разряда аккумулятора со 100 до 10 процен-
тов. Предварительно выключены все сторонние задачи: связь, GPS, при-
ложения в фоновом режиме, яркость экрана выставлена на 60 процентов.
Результаты представлены на рисунке 8.4

Рис. 8.4: Результат измерения энергопотребления, мин.

Стоит отметить, что причина низких показателей iPhone 5s в том, что
устройство имеет проблемы с разрядом аккумулятора, хоть он и менялся.
Все остальные устройства в целом исправны и имеют хорошее состояние
аккумулятора. iPhone X и iPhone 8 Plus, хоть и имеют одинаковые процес-
соры и одинаковые по емкости аккумуляторы, отличаются в тестах почти
на 40 минут. Мое предположение в разнице энергопотребления экранов,
хотя iPhone X и имеет большее разрешение, но экран имеет тип OLED,
которые более энергоэффективен.
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Глава 9

Заключение

9.1 Выводы

По результатам работы удалось добиться поставленной задачи лишь для
некоторых типов программ, в частности, нейронные сети хорошо обуча-
ются и распознают выделение текста для изображений браузера Google
Chrome. Так же проанализированы основные архитектуры нейронных се-
тей, используемых при распознаваниях изображений, и выявлены самые
подходящие из них для нашей задачи, а также самые быстрые. По резуль-
татам тестирования производительности можно судить, что современные
устройства на порядок лучше справляются с нагрузками, возникающими
при распознавании, чем те, которые выпущены на рынок около трех лет на-
зад, и неудивительно, почему Apple, например, поддерживает инструмен-
ты дополненной реальности ARKit только на устройствах с процессорами
Apple A9 и новее. Проделанные тесты по энергоэффективности так же ука-
зывают на то, что современные устройства гораздо лучше приспособлены
для задач распознавания.
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9.2 Планы на дальнейшую работу

Учитывая выводы, в дальнейшей работе планируется, в первую очередь,
расширить ассортимент программ, на которых нейронная сеть способна
распознавать выделение текста с большой вероятностью.

Также планируется уделить время улучшению кроссплатформенной под-
держки для модуля распознавания, в частности, обобщить тесты произво-
дительности и энергопотребления для iOS и Android.

Несмотря на то, что на современных устройствах сети показывают хо-
рошую производительность, для широкого внедрения стоит уделить вре-
мя оптимизации производительности на устройствах трехгодичной давно-
сти.
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